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요 약

자율주행을 위해서는 주변상황을 정확히 인지하기 위해 다양한 센서들, 즉 카메라, 라이다, 레이다 등으로부터

정보를 획득하여 객체인식, 주행영역 인식, 차선인식, 거리예측 등의 상황인지 작업들을 수행해야 한다. 하지만, 이

런 여러 센서들로부터의 상황인지 연산은 상당한 고비용, 고연산 및 고지연을 요구하며 이는 실시간으로 엣지컴퓨

팅을 수행해야 하는 자율주행 시스템에서 현실적 구현의 어려움을 촉발한다. 이에 특히 3차원의 방대한 포인트 클

라우드 데이터를 지니는 라이다 혹은 레이다 센서를 사용하지 않고 카메라 만을 사용하여 상황인지를 수행하는

연구가 주요하게 수행되고 있다. 본 연구에서는 하나의 카메라 만을 이용하여 주변 상황의 3차원 정보를 얻어내는

MDE (Monocular Depth Estimation) 방식의 성능 최적화 방안에 대해 연구하였다. 특히 고전적 데이터 증식 방식

과 제안하는 합성기반 데이터 증식 방식들을 사용하여 정확도를 올리는 방식에 대해 알아보았다. 실험 결과 제안

하는 데이터 증식 방식과 최적 손실함수를 사용하였을 경우 REL를 약 3.9% 줄일 수 있었다.

키워드 : 자율주행, 단안 깊이 예측, 딥러닝, 데이터 증강

Key Words : Autonomous Driving, Monocular Depth Estimation, Deep Learning, Data Augmentation

ABSTRACT

To achieve autonomous driving, various sensors such as cameras, lidar, and radar are used to accurately

perceive the surrounding environment. However, processing information from these multiple sensors for situational

awareness requires significant costs, computational power, and introduces high latency. This poses practical

challenges for real-time implementation in autonomous driving systems that require on-the-edge computing.

Especially, research is actively underway to perform situation awareness using only cameras, without utilizing

lidar or radar sensors that generate extensive 3D point cloud data. In this study, we explored ways to optimize

the performance of Monocular Depth Estimation, a method that derives 3D information of the surrounding

environment using only a single camera. We particularly focused on optimizing this approach by utilizing

classical data augmentation techniques, proposing synthetic data augmentation methods, and employing appropriate

loss functions to achieve the best results.
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Ⅰ. 서 론

자율주행기술은그활용성이매우다양하고산업전
체에미치는영향이지대하여최근가장많이연구되고
있는기술분야중하나이다. 이런자율주행차량들은

실제운전자없이도주변환경을인식하고분석하여목
표 위치까지 안전하게 운행하는 능력을 갖추고 있다.

그러나이러한혁신적기술이여전히직면하고있는핵

심문제중하나는, 차량주행중 3차원공간을정확하
고 빠르게 이해하고 처리하는 능력이다[1,2].

3차원공간인식은자율주행시스템에서중요한역

할을담당하며, 이를효과적으로수행하고상업적으로
널리활용되기위해서는단일카메라만을이용하여빠
른시간안에적은비용으로객체와장면에대한깊이예

측 (Depth Estimation)을 수행하는 것이 선호된다[3,4].

이단안깊이예측 (MDE: Monocular Depth Estimation)

은차량주변환경을이해하여장애물을피하고, 안전한

경로를계획하는데필요한 3차원정보를제공함으로서
자율주행차의안전성과효율성을극대화하는기술이다
[3,4].

현재 단안깊이예측 기술분야에는 다양한 기법들이
개발되어왔다[3-5]. 그러나이들은종종복잡한조명상
황, 다양한기상조건, 또는물체와텍스처의다양성과

같은실제세계의변동성에대응하는데한계를가지고
있다.

하지만, 단안깊이예측모델의정확도는여전히크게

개선될여지가있으며, 이는앞서언급한복잡한조명
상황, 다양한기상조건, 그리고물체와텍스처의다양
성등과같은실제세계에대한적절한훈련데이터의

다양성을증가시킨다면해결될수있을것이다. 본연구
에서는, 이런다양한데이터증강기법을통해단안깊이
예측모델의성능향상에어떻게영향을미칠수있을지

에 대해 분석하고 이에 대한 방법론을 제시한다. 즉,

다양한데이터증강기법과손실함수들을적용하고, 이
러한기법이모델의정확도에어떤영향을미치는지를

연구하였다. 또한, 단안깊이예측를위한최적의데이터
증강 전략을 탐색하고 이를 통해 기존 모델의 성능을
개선하는 방법을 제안한다.

Ⅱ. 관련 연구

딥러닝출현이전의초기단안깊이예측연구는주로

Depth-Cue 기반으로연구되었었다[6-8]. 연구 [6]에서는
Vanishing Point에기반하여접근하였으며, 연구 [7]에
서는 focus와 defocus에기반하여접근하였고연구 [8]

에서는 shadow기반으로접근하였다. 하지만이런연구
들은제한된조건하에서단안깊이예측을할수있는약점
이존재하여범용으로사용할수있는기술은아니었다.

딥러닝의 출현과 발전으로[9-11], 이런 단안깊이예측
분야에서도딥러닝을활용한연구가시작되었다[12]. 이
는인코더-디코더구조에기인하여 RGB 입력을받아

깊이맵을도출하는형태이다. 이런인코더-디코더구조
와유사하게수많은연구들[12-19]이이후에출현하게되
었다. 이에더해, 연구 [20-22]에서는인코더의출력특

성맵에 CRF (Conditional Random Field)를통한연속
된영상들의확률적결합에기반하여깊이맵을생성하
는연구가진행되었다. 연구 [20]에서는연속된영상들

을여러크기의특성맵으로추출한뒤이를어텐션기반
으로결합하여깊이맵으로도출하였다. 또한이런 CRF

의 적용방식을 다양화 하여 연구 [23]에서는 multiple

cascade CRF, 연구 [21]에서는 continuous CRF, 연구
[22]에서는 hierarchical CRF, 연구 [24]에서는
FC-CRF 방식을 통해 단안깊이예측을 수행하였다.

하지만, 단안깊이예측을지도학습에적용하기 위해
서는높은데이터레이블링비용이요구되기때문에이
비용을낮추기위해비지도학습기반으로접근하여해

결하려는시도가있었다[25-30]. 또한, 이런비지도학습
에 더해 기존의 데이터를 데이터 증식, 스타일 변환,

데이터합성과같은방법으로최대한증식하여활용하

려는 시도 또한 있었다[31-34]. 하지만, 단안깊이예측을
위한데이터증식방법은활발히연구되지않았으며단
지 몇몇 연구들 [31-34]에서만 행해진 것이 사실이다.

[31] 연구의 CutDepth에서는 CutOut, CutMix와같은
기존 2D Image Classification 연구에서주로활용되던
데이터증식기법을단안깊이예측에활용하여정확도를

올리고자하였다. CutOut을사용했을경우성능향상이
일어나지 않고, CutMix를 사용했을 경우 약 1.5%의
Abs. Rel 성능 향상을 이룰 수 있다고 분석하였다.

[32-34] 연구에서는 2D Image Classification의고전적
방법인 noise, brightness, contrast를 이용하여 단안깊
이예측방식에적용하여정확도를올리고자하였다. 이

에 대한 정확도는 KITTI 데이터셋 기준으로 0.112의
Abs. Rel 성능을 달성할 수 있다고 분석하였다.

본연구에서는단안깊이예측의정확도를높이기위

해적은수의원본데이터만으로도데이터증식을통해
정확도를높이는방법에대해분석하였다. 특히기존에
연구되어 졌던 방식들 scale, rotation, translation,

noise, brightness control 등에더해데이터합성방식
들을 이용하여 이런 방식들이 단안깊이예측의 정확도
향상에미치는영향을기술별기여도에대해분석하였
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다. 또한 손실함수 별로 단안깊이예측 정확도 향상에

최적화를이룰수있는방법을실험적으로분석하였다.

이는지도학습뿐아니라비지도학습, 준지도학습모두
에 적용 가능한 방법으로 로봇 및 자율주행 환경에서

현실적으로단안깊이예측의정확도를올릴수있는방법
이다. 본논문의기여포인트를다음과같이정리하였다.

1) MDE성능향상을위한기존데이터증식기술분석:

기존이미지분류작업에서사용하던고전적데이터
증식방식들을단안깊이예측에적용하여성능분석및
성능 향상을 위한 기술 조합 도출

2) MDE성능향상을 위한 손실함수 분석, 제안:

단안깊이예측에서 사용되는 대표적 손실함수들을
적용하여 데이터 증식 기법 별 최적 손실함수 도출

3) MDE성능향상을위한신규데이터증식방식제안:

단안깊이예측을 위한 합성기반 방식인 Mask,

Mask-Scale 방식을제안하고적용하여성능비교분석

Ⅲ. 시스템 모델

실험으로단안깊이예측의다양한데이터증식작업

들에 대한 개별 성능 및 통합 성능을 확인하고 이를
기존 단안깊이예측 방식인 DepthFormer에 적용하여

성능을확인하는방향으로진행되었다[35]. 우선제안하

는단안깊이예측방식 DepthFormer의구조는그림 1과
같다.

DepthFormer는 기본적으로 인코더-디코더 구조를

따른다. 이구조는입력이미지에서깊이정보를추정하
기위해널리사용되며, 입력이미지를저차원특징으로
압축하고다시고해상도로확장하는역할을한다. 인코

더는 주로 EfficientNet, ResNet 및 DenseNet과 같은
특징추출기를활용하여입력이미지의핵심적인시각
적 특징을 학습한다. 디코더는 convolution 및

upsampling 연산으로구성되어인코더에서얻은특징

을융합하여해상도를복원하며고해상도깊이맵을예

측한다. 또한 DepthFormer는인코더와디코더사이에
HAHI(hierarchical aggregation and heterogeneous

interaction) module을제안하여모델의성능을향상시

킨다. HAHI module은 트랜스포머 Branch와
Convolution Branch로부터 얻은 특징 F, G간의 상호
작용및관계를모델링한다. 특히, 입력데이터의다양

한 측면과 특징 간의 상호 작용을 강조함으로써 깊이
추정 작업에서 모델의 정확성을 향상시킨다.

Ⅳ. 데이터 증식

본연구에서는 KITTI Dataset을원본데이터로하여
제안하는 데이터 증식 기법들을 적용하여 실험하였다
[36]. KITTI Dataset은자율주행에사용되는데이터셋
으로자동차, 보행자, 자전거타는사람등의클래스를
가지고있다. 또한깊이예측을위해필요한깊이맵데이

터셋을 가지고 있다.

본연구에서는 KITTI Dataset에고전적방식, 합성
기반방식의데이터증식기법을사용하여정확도에얼

마만큼의영향을끼치는지실험하였다. 데이터증식은
다음의 방식에 기반하였다.

고전적 방식: Flip, Scale, Noise, Brightness

합성기반 방식: Mask, Mask-Scale

∙Original : KITTI dataset을 사용하여 훈련을 진행
∙Flip : 원본데이터의좌우를반전시켜데이터를생성
∙Scale : 원본데이터의중앙에서가로, 세로로각각

1/2배축소된범위에서 crop하고원본이미지의크
기만큼 resize 하여 데이터를 생성

∙Noise : 원본데이터에 Gaussian Noise를사용하여

데이터를 생성

그림 1. DepthFormer의 구조도.
Fig. 1. Overall Architecture of DepthFormer.
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∙Brightness : 원본데이터에서밝기를 0.5배로조정

하여 데이터를 생성
∙Mask : Segmentation 모델인 InternImage를

CityScape dataset으로 pretrained하고 객체를

Segmentation하여 Mask data를 생성[37,38]. 생성된
Mask data를통해 마스크 연산을 진행하여 객체를
다른 사진에 붙이는 방법으로 데이터를 생성

∙Mask-Scale : Mask 방식과 마찬가지의 방식으로
Segmentation을통해생성된 Mask data를사용하였
다. 추가적으로 Mask data와 원본 데이터의 가로,

세로를각각 1/2씩축소시켜마스크연산을수행하
여 데이터를 생성

위에서 언급된 고전적 데이터 증식 방식인 Flip,

Scale, Noise, Brightness 방식은실제주행환경에서겪
을수있는다양한환경변화를훈련과정중에인위적

으로만들어줌으로서실제테스트데이터셋에서더높
은정확도성능을가능하게하며일반화능력을강화시
키게한다. 하지만, 객체정보자체에대한데이터변이

성은부족하여객체에기반한깊이예측성능에는한계
를 갖는다.

반면 본 논문에서 새롭게 제안하는 합성 기반의

Mask 방식은다른이미지의객체를세그멘테이션기술
로가져와본이미지에합성하고깊이정보또한합성함
으로서객체에기반한깊이예측데이터의부족함을보

충해주어성능향상에더기여할수있게한다. 더나아

가 Mask-Scale 데이터증식방식은 Mask 방식의한계
점인, 기존이미지의객체크기와해당하는객체깊이
정보에한정되어증식이되는것에서객체크기와해당

객체깊이정보를비례적으로변이시켜데이터를증식
시킴으로서객체자체뿐아니라객체에대한깊이정보
또한 합성으로 증식 시킬 수 있게 한다.

Ⅴ. 손실함수

단안깊이예측을위한손실함수들은정답깊이값과

예측 깊이 값 간의 차이를 정량화 하여 손실 함수로
설정한다. 이를 위해 SigLoss, BerhuLoss를 손실함수

로 사용하였다. 수식에서 사용된 는 예측 값, 은

정답깊이값, 는임계값을의미하며이들수식은다음
과 같다.

5.1 SigLoss

  log log  (1)

  





 

 







 (2)

SigLoss(Scale Invariant Gradient Loss)는 깊이 예

(a) Flip
    

(b) Scale

(c)　Noise
    

(d) Brightness

(e) Mask
    

(f) Mask-Scale

그림 2. 데이터 증강을 적용한 KITTI 데이터 셋 예시
Fig. 2. Examples of KITTI Dataset with Data Augmentation.
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RGB

 

Original

 

Original + Flip

Original + Scale

 

Original + Noise

 

Original + bright

Original + Mask Original + Mask-Scale Original + Noise + Brightness

Original + Scale + Brightness Original + Flip + Noise Original + Flip + Mask

그림 3. SigLoss를 사용한 Estimation 결과 예시
Fig. 3. Result Examples of Depth Estimation using SigLoss.
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측의절대적인값에의한의존성을줄이기위해설계되
었다. 대부분의깊이추정방법은절대깊이값에크게
의존하는데, 이러한절대적인깊이는종종잘못추정될

수있다. SigLoss는이미지내의깊이값간의상대적인
관계나그래디언트에초점을맞추어예측된깊이맵의
전반적인구조가원래의깊이맵과유사하게유지될수

있다.

5.2 BerhuLoss

 
 











 if ≤ 




if ≻ 

(3)

Berhu loss는 임계값 c보다 작거나 같을 때는

 를그대로사용하지만임계값 c보다클때, 즉

예측오차가임계값을초과할때는 상수 을더하고

로나누어이상치를강하게제거하면서도일부오차
를허용한다. 이를통해대량의오차에민감하지않고,

모델을 안정적으로 학습시킨다.

Ⅵ. 실 험

실험을위한기기환경으로는 2 way RTX 3090 기
반의 NVIDIA GPU에 Pytorch 기반으로코딩하여 실
험결과를 확인하였다. 학습률 조정 방식으로는

CosineAnnealing을 사용하였으며, Original data로
72084 쌍의 RGB image와 Depthmap을사용하고추가
적인 Augmentation 기법당 72084 쌍을추가로사용하

여훈련을진행하였다. 2 batch size로 38,400 iteration

동안훈련을진행하여최적의성능을도출하였다. 테스

트이미지의추론지연시간은각이미지당 0.222초의
시간이 소요되어 초당 약 4.5 프레임을 기록하였다.

성능 파라미터로서 사용한 REL은 Absolute

Relative Error로 수식 (1)에서 보듯이 특정 픽셀 p에

대하여예측한값와실제값 의차이를실제값

으로나눈것을모두더하여  , 이모두존재하는

픽셀의총개수 로나눈지표로써, 예측한픽셀에서

Depth를 얼마나 재현하였는지를 나타낸다.







 
 (4)

이연구에서우리는여러가지데이터증강과조합을
통해 단안깊이예측 모델인 DepthFormer의 성능을 분
석하고 증대시킬 수 있는 손실함수와 Data

Augmentation 방식에 대해 확인하였다.

먼저 SigLoss를손실함수로하여원본데이터만을
사용하여 훈련한 결과, 0.0528의 REL을 도출하였다.

단일 Augmentation Data을 Original Data와합쳐훈련
한 결과, 표 1과 같은 결과를 얻을 수 있었다. 단일
Augmentation Data를포함하여훈련할경우대부분의

증강기법에서유의미한성능향상을보이지는않았으
며, 단일 Augmentation에서는 Original + Mask-scale

이 0.0513의 REL으로 최적의 성능을 나타냈다. 복합

Augmentation에서도 마찬가지로 Noise와 Brightness,

Scale과 Brightness, Flip과 Noise를조합하였을때, 각
각 0.0559, 0.0561, 0.0533 REL로오히려성능이저하

되는 것을 보였다. 하지만 Flip과 Mask를 조합하였을
때, 최적의결과인 0.0508의 REL을도출하였다. 이는
원래의 KITTI dataset만으로 훈련시켰을 때의 결과인

Original

 

Original + Scale

 

Original + Flip + Mask

그림 4. BerhuLoss를 사용한 Depth Estimation 결과 예시
Fig. 4. Result Examples of Depth Estimation using BerhuLoss.
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0.0528 REL보다 3.9% 만큼향상된성능이다. 그림 3는

각각의원본과증강된데이터를통해예측한 depth 이
미지이다. 원본으로예측한 depth에서는표현하지못했
던멀리있는표지판의존재나형태를 Original + Flip

+ Mask 데이터셋을통해예측한 depth에서는명확하
게표현하는것을볼수있다. 제안된 BerhuLoss를손
실함수로사용하여훈련시킨결과 SigLoss를사용했을

때보다성능은저하되었지만사용한 Augmentation 기
법에 따라 REL이 유사한 비율로 나오는 것을 알 수
있었다. 그림 4은 BerhuLoss를사용하여예측한깊이

맵이다. 비교를위해원본, 가장좋지않은케이스, 가장
좋은케이스인 Original, Original + Scale, Original +

Flip + Mask 데이터로 훈련된 가중치를 사용하였다.

Ⅶ. 결 론

본연구에서는단일카메라로주변환경의깊이정보

를 얻어내는 단일깊이예측 방식의 성능을 최적화하는

방법에 대해 연구하였다. 실험을 통해 고전적 방식과
합성기반방식의 Augmentation을적절히조합하여훈
련하였을때깊이예측의성능향상에도움이되는것을

알수있었다. 특히제안된 Mask 기반 Augmentation을
포함한데이터셋을사용하여학습할때, 동일한데이터
크기에도 불구하고 우수한 성능을 달성할 수 있었다.

하지만개별적인데이터증강기법을독립적으로적용
하는것은성능이저하시킬수있음을확인하였다. 또한
실험에사용한두개의손실함수중, SigLoss가전반적

으로 더 나은 REL값을 나타내었다. 구체적으로,

SigLoss를사용할때모델의깊이추정정확도가향상
되었으며, 이미지가다양한영역에서세부적인깊이패

턴을더잘포착할수있었다. 반면 BerhuLoss를사용
한경우에는비교적높은 REL값이관찰되었으나, 전체
적인 깊이 구조는 잘 유지되었다. 이러한 결과는

SigLoss가 BerhuLoss에 비해 깊이 추정 작업에서 더
우수한 성능을 나타낼 수 있음을 시사한다.

이러한결과들은자율주행차량및로봇등실제응

용환경에서도유용하게적용될수있을것으로기대된
다. 특히데이터레이블링비용이높고추가데이터확
보가어려운상황에서적은비용으로깊이예측모델의

성능을 향상시키는데 큰 도움을 줄 것으로 기대된다.
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